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Datové sady pro trénování umělé inteligence v oblasti 

fenotypizace rostlin 

 

Abstrakt 

Disertační práce se zabývá návrhem, implementací a ověřením metod pro přípravu 

datových sad určených k trénování nástrojů umělé inteligence v oblasti fenotypizace rostlin, 

v prostředí vysoce výkonných 3D fenotypizačních platforem. Práce představuje efektivní 

metodiku pro předzpracování, anotace a distribuci 3D dat rostlin rostoucích v zápoji, u nichž 

tradiční metody nedosahují požadovaných výsledků z důvodu vysoké scénické komplexity 

a heterogenity. Práce navrhuje postup pro automatizované odstranění pozadí z 

multispektrálních 3D skenů, semi-automatizovaný postup anotace dat, včetně systému řízení 

kvality a nový index komplexity umožňující objektivní rozdělení datových sad i augmentaci 

3D dat. Součástí práce je vytvoření a veřejné zpřístupnění anotované 3D datové sady rostlin 

získané platformou LeasyScan, zahrnující 223 multispektrálních skenů anotovaných na 

úrovni orgánů. Navržené postupy byly dále využity v aplikaci dynamických bayesovských 

sítí pro predikci průběhu virové choroby Sterility Mosaic Disease u plodiny Pigeonpea. 

Výsledky potvrzují, že navržené metody významně zvyšují kvalitu dat, snižují nároky na 

manuální práci a umožňují spolehlivější trénování modelů umělé inteligence ve 

fenotypizačních úlohách. Práce přináší ucelenou metodiku zpracování 3D dat a přispívá k 

rozvoji digitální fenomiky i automatizovaných postupů využitelných v agronomickém i 

biologickém výzkumu. 

Klíčová slova: segmentace pozadí, 3D zobrazování, zpracování pointcloud, strojové 

učení, fenotypizace rostlin, precizní zemědělství, umělá inteligence, anotace dat, datové 

sady, 3D skenování 



 

Datasets for training artificial intelligence in plant 

phenotyping 

 

Abstract 

The dissertation deals with the design, implementation and verification of methods for 

preparing datasets intended for training artificial intelligence tools in the field of plant 

phenotyping, in the environment of high-performance 3D phenotyping platforms. The main 

goal is to create an effective methodology for preprocessing, annotation and distribution of 

3D data of plants growing in environments where traditional methods do not achieve the 

desired results due to high scenic complexity and heterogeneity. The work proposes a 

procedure for automated background removal from multispectral 3D scans, a semi-

automated data annotation procedure including a quality management system and a new 

complexity index enabling objective data set partitioning and 3D data augmentation. The 

work includes the creation and public disclosure of an annotated 3D plant dataset obtained 

by the LeasyScan platform, including 223 multispectral scans annotated at the organ level. 

The proposed procedures were further used in the application of dynamic Bayesian networks 

for the prediction of the course of the viral disease Sterility Mosaic Disease in Pigeonpea 

crops. The results confirm that proposed methods show data quality, reduce manual labor 

requirements and more reliable training of artificial intelligence models in phenotyping 

tasks. The work brings a comprehensive methodology for processing 3D phenotypic data 

and lease to the development of digital phenomics and automated procedures usable in 

agronomic and biological research. 

Keywords: background segmentation, 3D imaging, pointcloud processing, machine 

learning, plant phenotyping, precision agriculture, artificial intelligence, data annotation, 

datasets, 3D scanning 



 

5 

1 Obsah 

2 Úvod ............................................................................................................ 6 

3 Výzkumná mezera – Cíle práce ................................................................ 8 

4 Metodická poznámka .............................................................................. 10 

4.1 Rámcový metodický postup 12 

5 Literární přehled – současný stav výzkumu ......................................... 13 

5.1 Zpracování dat pro použití nástrojů umělé inteligence 13 

5.1.1 Předzpracování dat ............................................................................ 13 

5.1.2 Anotace dat ........................................................................................ 13 

5.1.3 Augmentace ....................................................................................... 14 

5.1.4 Distribuce dat ..................................................................................... 15 

5.2 Fenotypizace a fenomika 16 

5.3 Nedestruktivní metody pozorování rostlin 17 

6 Výsledky ................................................................................................... 20 

6.1 Výchozí situace a průběh výzkumu 21 

6.2 AI-Driven Background Segmentation for HighThroughput 3D Plant 
Scans 26 

6.3 Annotated 3D Point Cloud Dataset sada of Broad-Leaf Legumes 
Captured by High-Throughput Phenotyping Platform 41 

6.4 Application of Quality Management System in the Research Process: A 
Case Study for Plant Phenotyping Research 51 

6.5 Forecasting Sterility Mosaic Disease in Pigeonpea Using Dynamic 
Bayesian Networks and 3D Point Cloud High-throughput Scanning 
Platform 61 

7 Současný stav a plán dalšího výzkumu .................................................. 71 

8 Závěr ......................................................................................................... 77 

8.1 Odstranění pozadí 77 

8.2 Datová sada 77 

8.3 Semi-automatizace 78 

8.4 Související výzkum 78 

8.5 Index komplexity 78 

9 Příloha - Přehled publikací autora2 

 

 

 



 

6 

2 Úvod 

Computer Vision (dále jen CV) je jednou z disciplín umělé inteligence. Jejím cílem je 

umožnit počítačovým systémům získávat, interpretovat a porozumět informacím obsaženým 

v digitálních formách obrazu nebo videozáznamu podobně, jako to dělá člověk. Oblast CV 

se transformovala od jednoduchých geometrických a detekčních úloh ke komplexním 

modelům. Dnes nástroje CV dokážou segmentovat digitální scény, rozpoznávat objekty, 

rekonstruovat 3D prostředí či generovat realistická vizuální data. Význam CV je zřetelný v 

řadě oborů, jako je robotika, automobilový průmysl, medicína, bezpečnost, zemědělství a 

další. 

Zejména v poslední době dochází k zásadnímu posunu využití CV v 3D díky rozvoji 

metod hlubokého učení. Tyto přístupy umožňují zvýšit výkon v klasifikaci, detekci nebo 

segmentaci obrazových a prostorových dat. Používání nástrojů CV umožňuje zvyšovat 

efektivitu výzkumu v různých oblastech. 

Jednou z možností multidisciplinárního využití CV představuje oblast, která se 

zaměřuje na systematické měření, analýzu a interpretaci fenotypických charakteristik 

organismů. Fenomika se snaží kvantifikovat výsledný fenotyp, komplexní soubor 

morfologických, fyziologických a biochemických vlastností organismů v různých časových 

a prostorových měřítkách. Fenotyp je výsledkem dynamické interakce genotypu 

s prostředím, a jeho pochopení je přínosem pro predikci biologického chování, optimalizaci 

růstu a zvýšení odolnosti rostlin vůči různým faktorům. 

Fenotypizace představuje metodický rámec fenomiky. Je to soubor postupů a technik, 

jejichž cílem je měření, popis a kvantifikace fenotypových znaků organismů. Tyto znaky 

mohou zahrnovat morfologické, fyziologické, biochemické i funkční charakteristiky v 

různých prostorových a časových měřítkách. Fenotypizace zahrnuje oblast získávání 

primárních dat, jež fenomika dále analyzuje, integruje a interpretuje. 

Z hlediska hierarchického vztahu lze fenotypizaci považovat za podmnožinu 

fenomiky. Fenomika zahrnuje nejen samotné měření fenotypů, ale také návrh experimentů, 

správu a integraci rozsáhlých datových souborů, vývoj analytických metod a modelování 

vztahů mezi fenotypem, genotypem a prostředím. Fenotypizace naproti tomu představuje 

konkrétní realizaci experimentů a postupů s cílem sběru dat. 
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Vývoj fenomiky je úzce spojen s pokrokem v měřicích, zobrazovacích a analytických 

technologiích. Tradiční fenotypování rostlin bylo často časově náročné, subjektivní s 

limitovanou velikostí sledovaných populací. Používání moderních automatizovaných 

senzorových systémů, 3D skenování, multispektrálních zobrazovacích technik a pokročilých 

metod pro analýzu obrazu, zásadně transformovalo tuto oblast. 

CV přináší do moderní fenomiky přesné a prostorově rozlišené měření rostlinných 

vlastností, což otevírá nové možnosti pro kvantitativní hodnocení růstu, morfologie a 

fenologických fází. 

CV napomáhá integraci heterogenních datových sad, zvládnutí velkých objemů dat a 

rozvoji algoritmů, které dokážou robustně extrahovat biologicky relevantní informace. 

Schopnost analyzovat velké objemy heterogenních dat umožňuje propojit fenotypická data 

s genetickými a environmentálními informacemi, aby bylo možné odhalit determinanty 

znaků a předpovědět chování rostlin v reálných podmínkách. 

Cílem této disertační práce je přispět k metodickému rozvoji oblasti CV se zaměřením 

na kvantitativní analýzu komplexních fenotypických znaků a na jejich praktické využití. 

Práce se soustředí na inovativní metody použití nástrojů CV pro měření fenotypů, využití 

prostorových dat a aplikaci moderních výpočetních přístupů pro zpracování fenotypických 

souborů dat. Výsledky disertace poskytují nástroje a metody informačních technologií, které 

umožní rychlejší a přesnější fenotypování, optimalizaci selekčních procesů a návrh 

udržitelných zemědělských strategií. 

 V širším kontextu aplikace nástrojů CV ve fenomice přispívají k řešení globálních 

výzev, jako jsou zajištění bezpečnosti potravin, adaptace zemědělství na změny klimatu a 

udržitelné využívání přírodních zdrojů. Tento přístup zdůrazňuje propojení vědeckého 

výzkumu s jeho praktickými aplikacemi.   
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3 Výzkumná mezera – Cíle práce 

Disertační práce představuje výsledky výzkumu v oblasti metod pro zpracování 3D 

prostorových dat pro kvantitativní analýzu komplexních fenotypických znaků. Tento 

výzkum probíhá pod patronací Katedry informačních technologií a ve spolupráci se 

zahraničními partnery. Práce se zabývá pozorováním rostlin ve venkovním prostředí 

v zápoji. Tento přístup je odlišný od většiny tradičních metod zkoumajících rostliny 

jednotlivě. Zvolený přístup umožňuje minimalizovat manipulaci se zkoumanými rostlinami. 

Cílem je propojení různých vědných oborů pro vytvoření vysoce výkonných metod, které 

umožňují zvýšit efektivitu výzkumných záměrů, jako šlechtění rostlin nebo adaptace na 

změny klimatu. Tento multidisciplinární přístup umožňuje zapojení nástrojů umělé 

inteligence a algoritmů do oblastí výzkumu s vyšším podílem manuálních činností. Při 

použití vysoce výkonných metod dochází ke kompromisu mezi množstvím dat a jejich 

kvalitou a tím k dalším vědeckým výzvám. 

První část disertační práce se zaměřuje na oblast oddělení pozadí (půdy, nádob, 

zavlažovacích trubic a dalších) od rostlin ve 3D bodových mračnech. Na základě analýzy 

dostupných vědeckých článků a publikací, lze tuto problematiku řešit různými metodami. 

Tyto metody jsou v mnoha případech určené pro jiné domény, například pro automobilový 

průmysl nebo v rámci odstranění pozadí požadují nižší úroveň přesnosti, přičemž mohou 

odstraňovat i body náležející pozorovaným objektům, což vede ke ztrátě dat. Použití nástrojů 

umělé inteligence do metody odstranění pozadí, přineslo požadované výsledky. 

Druhá část disertační práce se zaměřila na tvorbu anotované datové sady 3D 

prostorových dat získaných pomocí vysoce výkonné fenotypizační platformy LeasyScan. 

Datová sada obsahuje 223 multispektrálních 3D skenů rostlin, anotovaných na úrovni orgánů 

(děložní listy, listy, řapíky, stonky, celé rostliny), pomocí technologie PlantEye F600. Pro 

tvorbu těchto datových sad byly použity metody uvedené v disertační práci. Datová sada je 

zveřejněna ve formě Open Access a umožňuje vývoj AI modelů pro 3D CV rostlin širší 

komunitě vědců. 

Třetí část disertační práce je zaměřena na další kroky v procesu zpracování dat pro 

použití nástrojů umělé inteligence. To zahrnuje oblast anotace objektů pro potřeby tréninku 

modelů neuronových sítí. Tento proces je náročný na lidskou práci a čas. To způsobuje 

relativně menší produkci kvalitně anotovaných dat. Návrh nové metody, který zahrnuje 
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zapojení vytvořených algoritmů, umožnil urychlení celého procesu. Součástí této části byla 

i analýza procesu kontroly dat a návrh postupu kontroly. 

Čtvrtá část disertační práce se zabývá možností využití 3D zpracovaných dat i 

v dalších oborech souvisejících s fenomikou, konkrétně se zaměřuje na detekci choroby 

rostlin. Výzkum zkoumal metody predikce vývoje choroby rostlin formou modelování jejich 

průběhu i s malým množstvím trénovacích dat. Tyto metody významně snižují nároky na 

ruční měření a urychlují proces šlechtění. 

Téma disertační práce je v souladu s cíli výzkumu probíhajícím na Katedře 

informačních technologií a zapadá do rámce mezinárodní vědecké komunity zabývající se 

digitálními fenotypizačními metodami. Výsledky mají potenciál významně rozvinout 

současné metodické postupy směrem k řešením s vysokou úrovní automatizace, čímž 

přispějí k dalšímu rozvoji tohoto výzkumného směru. 
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4 Metodická poznámka 

Práce využívá celé spektrum výzkumných metod. Teoretické metody byly využity 

hlavně v procesu poznávání zvolené problematiky. Analýza byla využita jako hlavní metoda 

při studiu vědecké literatury a vymezení dílčích oblastí výzkumu a umožňuje rozklad 

problémů na jednotlivé části a jejich zkoumání. Syntézou získaných poznatků byl pak 

vytvořen ucelený přehled zkoumané problematiky a vymezeny její zákonitosti. V dílčích 

oblastech byly využity i další vědecké metody jako porovnání (komparace), analogie a 

generalizace (Ochrana, 2019). Teoretické metody byly využity především pro specifikaci a 

vymezení oblasti výzkumu, zjištění stavu vědeckého poznání ve zvolené oblasti a 

identifikaci výzkumných příležitostí. 

Empirické výzkumné metody zahrnovaly především experiment a měření. Jedná se 

kvantitativní metody, které umožňují srovnávat vlastnosti zkoumaných jevů či objektů a 

vyjádřit získané poznatky formou dat. Je nutné, aby zkoumané vlastnosti byly konstantní za 

stejných podmínek a aby získaná data vlastností byla kvantitativně vyjádřitelná pomocí 

porovnávacích vztahů (Široký, 2011). Tyto metody byly využity především při získávání 

dat, která tvořila digitální geometrický 3D model pozorovaných rostlin. Tyto experimenty 

probíhali v kooperaci s pracovištěm The International Crops Research Institute for the Semi-

Arid Tropics v Indii (dále jen ICRISAT). Pro dosažení důvěryhodného průběhu 

experimentů, byla kontrola a řízení podmínek experimentů prováděna vzdáleně z pracoviště 

Katedry informačních technologií, včetně následných procesů zpracování dat. 

Vzhledem k tomu, že součástí výzkumu je také návrh, implementace a ověřování 

algoritmů, práce používá specifické varianty vědeckých metod vyvinutých v informatice a 

výpočetních vědách. Tyto přístupy doplňují tradiční hypoteticko-deduktivní rámec o prvky 

designu artefaktů, experimentální evaluace a iterativní optimalizace. Konkrétněji se jedná o 

metodologické rámce Design Science Research, Computational Science a informatickou 

(algoritmickou) vědeckou metodu. 

Design Science Research (Wieringa, 2014) je vědecká metodologie zaměřená na 

tvorbu nových artefaktů, které řeší existující problém. Artefaktem se v kontextu informatiky 

rozumí algoritmus, metoda, softwarová komponenta, framework, datová struktura nebo 

systém. Design Science Research vychází z premisy, že vytváření inovativních technických 

řešení představuje plnohodnotnou formu vědeckého poznání. 
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Computational Science je vědecký přístup, který využívá výpočetní modely a 

algoritmy k pochopení, simulaci nebo analýze složitých jevů. V přírodních vědách je 

algoritmus prostředkem k získání nových poznatků, nikoli cílem samotným (Shiflet and 

Shiflet, 2014). 

Třetí metodologickou součástí je informatická vědecká metoda, která přímo staví 

algoritmus do centra vědeckého zkoumání. Tento přístup je založen na předpokladu, že nové 

algoritmy a jejich vlastnosti tvoří samostatný vědecký přínos, bez ohledu na konkrétní 

doménu aplikace. 
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4.1 Rámcový metodický postup 

Metodika disertační práce byla transformována do praktického postupu disertační 

práce, který lze shrnout do následujících bodů: 

• Přehled literatury, analýza dostupných vědeckých informačních zdrojů s cílem 

zpracování přehledu současného stavu řešené problematiky, identifikace a vymezení 

výzkumné mezery. 

• Studium informací výrobce 3D skeneru společnosti Phenospex, včetně návštěvy 

společnosti v jejím sídle v Holandsku a konzultace s vývojovým týmem.  

• Sestavení mezinárodního týmu, stanovení komunikačních kanálů, pravidelných 

schůzek a projektových parametrů výzkumu. 

• Formulace pracovních hypotéz výzkumu, zúžení problematiky za účelem vymezení 

vhodného rozsahu výzkumu. 

• Nastavení a kontrola procesu pořizování dat z pracoviště ICRISAT v Indii. 

• Tvorba algoritmů a jejich ověřování pro zpracování dat. 

• Nastavení experimentů a ověřování navrhovaných postupů. 

• Experimentální ověření pracovních hypotéz formou praktické implementace 

navržených metodických postupů. 

• Prezentace dílčích částí výzkumu formou publikací ve vědeckých periodikách a na 

odborných konferencích. 

• Celkové vyhodnocení zvolených postupů a výsledků výzkumu. 

• Generalizace získaných poznatků a využití metodiky v rámci navazujícího výzkumu. 
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5 Literární přehled – současný stav výzkumu 

Analýza současného stavu výzkumu se zaměřila na oblasti CV, zpracování dat, 

fenomiky a fenotypizace. Dále byly zkoumány neinvazivní metody pozorování rostlin, 

vysoce výkonné platformy pro neinvazivní pozorování rostlin, přípravu dat pro použití 

nástrojů umělé inteligence, metody augmentace a další. 

5.1 Zpracování dat pro použití nástrojů umělé inteligence 

5.1.1 Předzpracování dat 

Pojem předzpracování dat zahrnuje různé, velice často proprietární metody, které 

extrahují a převádějí data získaná z různých zařízení do požadované formalizované podoby. 

Výrobci různých zařízení generují data často ve svých formátech, včetně metadat a dat 

nesouvisejících přímo s pozorovanou realitou, jako například data o průběhu. Pro takové 

zpracování dat se používají metody přizpůsobené konkrétnímu zařízení. Důležitá je volba 

výsledného formátu a obsahu dat, aby nedošlo k překážkám při dalším zpracování dat 

pokročilými metodami. Pro 3D data jsou používané formáty dat jako Polygon File Format 

(“PLY (file format),” 2025) nebo Point Cloud data format (Wang et al., 2020).  Dále je nutné, 

v co nejvyšší míře zachovat původní hodnotu dat, která může být ovlivněna různými 

transformacemi. Při takovém postupu je nutné komunikovat s výrobcem zařízení nebo mít 

k dispozici kompletní technickou dokumentaci. 

5.1.2 Anotace dat  

Proces anotace dat je časově nejnáročnější fází zpracování dat. Tento proces zahrnuje 

lidskou činnost, kdy dochází k anotaci dat ve smyslu významu objektů a jejich částí, které 

data představují. Tento proces zahrnuje také definici kolekce objektů, které budou 

anotovány. Pro tento proces existují již platformy, které celý postup usnadňují (“Amazon 

Mechanical Turk,” ; “Multi-sensor data labeling platform for robotics & AV | Segments.ai,”; 

“Supervisely: Curate, Label and Build Production Models in One Platform,”). Tyto 

platformy nabízejí i sdílení již anotovaných dat. Tímto způsobem lze znásobit množství dat, 

pokud se shoduje typ a účel použití dat.  

Kompromisem pro data pořízená vysoce výkonnými metodami je často nižší kvalita 

dat. To způsobuje náročnější proces anotace a generuje se tím menší množství kvalitně 
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anotovaných dat. Při anotaci dat z oblasti fenotypizačních úloh, je pro proces anotace nutné 

vybrat lidi, kteří rozeznávají rostliny a jejich části pro různé odrůdy. Tím se tento proces liší 

od procesu anotace dat, například z prostředí automobilového průmyslu, kde anotované 

objekty reprezentují auta, lidi a další všeobecně známé objekty.  

5.1.3 Augmentace 

Augmentace je postup, při kterém se z již existujících anotovaných dat generují další 

označená data. Metody augmentace lze rozdělit do různých kategorií na základě zvolené 

perspektivy. V závislosti na tom, zda se augmentace týká celého objektu nebo jeho části, 

mohou být metody globální a lokální (Hahner et al., 2022). Pokud se zaměříme na kontext 

metod augmentace, můžeme je rozdělit na bodově orientované a objektově orientované. 

Pokud vezmeme v úvahu složitost, můžeme augmentace rozdělit na základní a pokročilé. 

Mezi standardní geometrické augmentace patří rotace, translace a škálování (Qiu et al., 

2021). Pomocí analytické geometrie můžeme aplikovat další augmentace, jako je převrácení, 

zrcadlení, elastické zkreslení a vážená lokální transformace (Kim et al., 2021; Wu et al., 

2022). Mezi metody augmentace patří také uměle generované datové sady pomocí 

generativního softwaru, umělé inteligence nebo rekurzivních gramatických metod (Ma et al., 

2020). Výzkum zaměřený na rozpoznávání objektů v robotice nebo automobilovém 

průmyslu pracuje s 3D mračny bodů, kde hloubka a celková struktura detekovaných objektů 

nejsou často podstatné, např. detekce povrchu nebo překážky. V těchto případech jsou 

důležité kontury a vzdálenost. Těmto cílům jsou přizpůsobeny i metody augmentace (Weon 

et al., 2020). Důležitý je účel, pro který je augmentace provedena. Je nezbytné, aby proces 

augmentace zachoval anotační informace, jinak by se proces anotace musel opakovat. 

Konečným cílem celého procesu augmentace je zlepšení výsledků. Tabulka 1 poskytuje 

přehled metod augmentace. Jsou rozděleny do několika skupin podle typu augmentační 

transformace. Metody jsou stručně popsány. 
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Augmentační metoda Stručný popis Zdroj 

point-stable transformationrotation, 

translation, scaling, mirroring, flipping, 

resizing, deformation, elastic distortion, mixup 

geometric transformations preserving 

the number of original points, mostly 

well and simply algorithmically 

applicable 

(Alomar et al., 2023; Kim et 

al., 2021; Nekrasov et al., 

2021; Wu et al., 2022) 

point-nonstable transformation, cropping, 

dropping, downsampling, jittering, blurring, 

cutmix, cut-paste, 

point-oriented transformations, changes 

shape parameters, more demanding for 

application 

(Chen et al., 2020; Nekrasov et 

al., 2021; Zhu et al., 2024)  

photometric transformation, color jitter, 

motion blur, optical noise, color filtering 

transformations working with 

photometric effects, color artifacts 

(Cheong et al., 2024; 

Sheshappanavar et al., 2021; 

Zini et al., 2023)) 

object-oriented transformation, GT-sampling 

adds additional training objects to 

scenes; balances classes and increases 

variety 

(Šebek et al., 2022; Shi et al., 

2023)  

advanced transformations, differentiable 

automatic data augmentation, deep 

autoaugment, sample-adaptive, 

transformation using advanced data 

processing methods 
(Li et al., 2020; Zheng et al., 

2021)  

synthetic sample generation, computer-aided 

design (CAD), recursive grammar, differential 

neural rendering 

methods producing artificially created 

samples require a separate research 

process 

(Ma et al., 2020; Niemeyer et 

al., 2020)   

Tabulka 1- přehled metod augmentace 

 

5.1.4 Distribuce dat  

Při použití nástrojů strojového učení je potřeba modely umělé inteligence natrénovat. 

Pro tento proces data rozděluji do tří skupin: učící, kontrolní a testovací (train, validation, 

test). Z důvodu vyhodnocení a použití kontrolních metrik jsou použitá data anotovaná. 

Pokud je k dispozici dostatečná sada anotovaných dat, je rozdělení prováděno náhodně. 

Může dojít i k situaci, že se počet dat snižuje nebo zvyšuje, z důvodu rovnoměrného 

rozdělení. V takovém případě se některá data vynechají nebo duplikují.  

Jiná situace nastává, pokud je dat méně. V tomto případě je učení závislé na vhodném 

rozdělení dat. Náhodné rozdělení nemusí v tomto případě přinášet nejlepší výsledky. Cílem 

je vytvořit homogenní sady dat. Toto rozdělení je pak závislé na kvalitě, množství a obsahu 

dat. Jednou z používaných metod je stratifikovaný výběr. Cílem stratifikovaného výběru je 

vytvořit disjunktní, homogenní skupiny dat na základě hodnoty cílové proměnné. V úlohách 

učení s více označeními, kde existuje více cílových proměnných, však není jasné, jak by měl 

být stratifikovaný výběr proveden (Sechidis et al., 2011). V těchto případech se často 

https://www.zotero.org/google-docs/?fPwacY
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vytvářejí kombinace cílových proměnných a jejich hodnot, nebo se konstruují nové 

proměnné vhodné pouze pro účely rozdělení. 

 

5.2 Fenotypizace a fenomika 

 Fenomika a fenotypizace tvoří metodologický rámec moderního výzkumu rostlin. 

Fenotypizace označuje proces měření, kvantifikace a popisu fenotypových znaků 

organismu, jeho pozorovatelných vlastností, které vznikají interakcí genotypu s prostředím. 

Fenotypizace je primárně metodickým a technickým postupem, jehož cílem je získat přesné, 

reprodukovatelné a biologicky relevantní údaje o růstu, morfologii, fyziologii či architektuře 

rostlin. 

Fenomika je širší výzkumná disciplína, jejím cílem je komplexně porozumět dynamice 

rostlinných systémů, jejich proměnlivosti a reakci na různé biotické a abiotické podněty. 

Fenomika propojuje fenotypová měření s pokročilými zobrazovacími technologiemi, 

statistickými modely a výpočetními metodami (např. 3D rekonstrukcí, segmentací nebo 

modelováním architektury rostlin). Výsledkem je hlubší vhled do toho, jak se fenotyp mění 

v čase, jak reaguje na prostředí a jak lze tyto změny interpretovat ve vztahu ke genetickým 

informacím (Kumar et al., 2015). 

Fenotypizace také představuje proces sběru dat, fenomika tvoří rámec, který tato data 

integruje, interpretuje a využívá ke studiu komplexních biologických souvislostí. Fenomiku 

lze chápat jako disciplínu, jež zahrnuje nejen samotné měření, ale také technologické, 

analytické a teoretické aspekty popisu fenotypové variability na různých prostorových a 

časových škálách. Praktická fenomika vyžaduje systematickou a škálovatelnou fenotypizaci, 

často s využitím automatizovaných a vysokokapacitních metod, které jsou základním 

předpokladem pro zpracování rozsáhlých datových souborů. 

Přesné a správné měření znaků hraje důležitou roli v genetickém vylepšování plodin. 

Proto v nedávné minulosti došlo v oblasti fenomiky k velkému vývoji. Vyvinuly se jak 

přímé, tak i zpětné fenomiky (Ndlovu, 2020),  které mohou pomoci identifikovat buď 

nejlepší genotyp s požadovanými znaky, nebo mechanismus a geny, které činí genotyp 

nejlepším. To zahrnuje vývoj vysoce výkonných neinvazivních zobrazovacích technologií. 

Tyto technologie umožňují pomocí spekter světla barevně zobrazovat biomasu, strukturu 
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rostlin, detekovat zdraví listů (chloróza, nekróza), měřit obsah vody v tkáních rostlin a v 

půdě, měřit teplotu korun/listů a dalších atributů. Tyto fenomické nástroje a techniky 

umožňují využít potenciálu genomických zdrojů v genetickém vylepšování plodin. Obecně 

lze ve výzkumu rozlišit dva hlavní směry: simulační a experimentální.  

Modely simulace plodin založené na procesech CSM (crop simulation model) jsou 

dynamické výpočetní nástroje, které simulují vývoj a růst plodiny ve vztahu k podmínkám 

prostředí jako jsou teplota vzduchu, koncentrace půdní vody, odpařování a koncentrace CO2 

v atmosféře, v kombinaci s postupy hospodaření, jako je datum setí, aplikace dusíkatých 

hnojiv a zavlažování. V současnosti je k dispozici více modelů, včetně volně dostupných, 

jako například APSIM, DAISY, DSSAT a další (Gavasso-Rita et al., 2024). Dalším směrem 

simulace je 3D modelování plodin s popisem morfologie a formy rostlin, známé jako 

funkčně-strukturální modely rostlin FSPM. Na rozdíl od CSM, které obecně modelují 

procesy na úrovni porostu, FSPM zohledňují procesy na úrovni jednotlivých rostlin, z nichž 

vycházejí komplexní vlastnosti na úrovni rostlinného společenstva. Různé FSPM se 

zaměřují buď na nadzemní nebo podzemní části rostliny. Většina z nich nezohledňuje celý 

životní cyklus rostliny, ale pouze omezený počet procesů v závislosti na řešených 

výzkumných otázkách. Šíře procesů zohledňovaných v FSPM se však v posledních letech 

výrazně rozšířila, což jim nyní umožňuje řešit otázky týkající se interakcí plodin s prostředím 

a managementem, které dříve mohly řešit pouze CSM (Evers et al., 2019). CSM a FSPM se 

doplňují a mohou se vzájemně informovat o procesech, které probíhají v různých měřítkách. 

V tomto speciálním případě jsou zvažovány oba typy modelů. 

V experimentálním výzkumu se pozoruje vývoj a vlastnosti rostlin v reálném 

prostředí. Pozorované atributy rostlin jako například biomasa, počet orgánů rostlin a další, 

se v minulosti zjišťovali manuálně a destruktivním způsobem. Příchodem nových 

technologií, a hlavně možností automatického rozpoznávaní obrazu a 3D modelů, se těžiště 

výzkumu přesunulo k nedestruktivním metodám (Muhammad et al., 2025). 

5.3 Nedestruktivní metody pozorování rostlin  

Nedestruktivní přístupy nabízejí rychlé a spolehlivé vyhodnocení pozorovaných 

vlastností rostlin a plodin v reálném čase a zároveň zachovávají integritu vzorků. 

Nedestruktivní metody se v závislosti na cíle výzkumu zaměřují, buď na konkrétní 

pozorovanou veličinu, jako například fluorescenci chlorofylu (Dong et al., 2020), měření 
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výměny plynů (Pflüger et al., 2024), elektrická impedanční tomografie (Basak and Wahid, 

2022) a jiné, nebo na pozorování vývoje rostlin v čase prostřednictvím zařízení, které 

zachycují 2D či 3D, RGB, multispektrální nebo hyper-spektrální odraz rostlin. Zatímco 2D 

zobrazovací metody jsou zkoumány již po dlouhou dobu, využití 3D zobrazovacích 

technologií, například LiDARu (Behroozpour et al., 2017) nebo 3D skenování, se dosud 

rozvíjí v kratším časovém rámci. To platí zejména pro novou generaci senzorů, které 

dokážou současně zachytit tvar, barvu i další spektrální informace. Pořízená data se následně 

analyzují a vyhodnocují pomocí nástrojů umělé inteligence. V oblasti rozpoznávání obrazu 

a 3D modelů jde především o neuronové sítě (Patel et al., 2021; Schindelin et al., 2012; Zhou 

and Luo, 2009). 

Pro oblast 3D skenování rostlin využívá výzkum různé typy zařízení a s nimi spjaté 

metody. Velká část výzkumných projektů využívá zařízení, která pracují v uzavřených 

prostorách a skenují rostliny jednotlivě. To sice generuje bohaté 3D modely rostlin, ale 

zároveň to vyžaduje vyšší míru manipulace s rostlinami a snižuje se tak celková efektivita 

metody. Řešením jsou systémy minimalizující manipulaci s rostlinami, které se obecně 

zahrnují pod pojem vysoce propustné/výkonné metody (dále jen HTPM) (Gill et al., 2022). 

Vysoce výkonná fenotypizace rostlin je pokročilý přístup k rychlému a nedestruktivnímu 

měření široké škály znaků rostlin ve velkém měřítku s využitím automatizovaných a 

přesných technologií. Hlavním cílem je urychlit výzkum a šlechtění rostlin generováním 

velkých datových sad fenotypových znaků, které doplňují genomické informace. Systémy 

HTPM obvykle integrují různé senzory, zobrazovací technologie a automatizované datové 

kanály pro pozorování a kvantifikaci růstu, morfologie, fyziologie a reakce rostlin na faktory 

prostředí. Tyto systémy mohou fungovat v kontrolovaném prostředí (např. skleníky) nebo v 

terénu a zachycovat znaky, jako je biomasa, architektura porostu, fotosyntetická účinnost, 

stav vody a stresové reakce v průběhu času (Guo et al., 2023). Tyto metody kromě svých 

výhod přinášejí také další vědecké výzvy.  

Vysoce výkonné fenotypování umožňuje rozsáhlý sběr snímků rostlin a dat ze senzorů 

ve sklenících a na polích (McCormick et al., 2016; Xiong et al., 2017). Snímky tisíců plodin 

na polích lze pořizovat současně a nepřetržitě po celou dobu jejich růstu umístěním kamer 

nebo 3D skenerů. Pro využití těchto dat pro analýzu rostlinných fenotypů je nutné následné 

zpracování snímků pro extrakci znaků. Segmentace rostlinných objektů je základním 

krokem v extrakci znaků rostlin (Ge et al., 2016; Ghanem et al., 2015; Guo et al., 2018). Pro 
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zpracování snímků rostlin, lze použít již existující nástroje jako Leaf-GP (Zhou et al., 2017), 

Scanalyzer (Paauw et al., 2024) nebo CropSight (Liu et al., 2024) a další. Tyto nástroje 

obvykle používají pro segmentaci rostlin metody, které fungují dobře pro snímky ze skleníků 

s homogenním pozadím. Nedokážou však produkovat uspokojivé výsledky segmentace 

rostlin u snímků se složitým pozadím, zejména u snímků rostlin na poli. Metody 

neuronových sítí, dokážou přesněji segmentovat snímky rostlin se šumem na pozadí. Tyto 

metody jsou však založeny na řízeném učení s anotovanými daty. Příprava dostatečně velké 

trénovací datové sady je časově náročná a pracná. 
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6 Výsledky 

Disertační práce se zaměřila na výzkum v oblasti použití nástrojů umělé inteligence ve 

fenotypizačních úlohách ve venkovních podmínkách pro rostliny rostoucí v zápoji. Pro 

výzkum bylo využíváno zařízení umožňující 3D skenování rostlin. Tento způsob umožňuje 

pořizovat 3D modely rostlin s minimální nutností manipulace a vyšší efektivitou celého 

procesu. Zároveň generuje velké množství dat a přináší nové vědecké výzvy, například 

odstranění pozadí, segmentace, detekce objektů a další. 

Disertační práce řeší tu část výzkumu, která zpracovává získaná data z experimentů 

pro jejich další použití nástroji umělé inteligence. To v sobě zahrnuje navržení metod a 

postupů pro extrakci dat z použitého zařízení (3D skeneru), jejich transformaci do 

požadovaného formátu a následné zpracování. 

Dosažené výsledky zahrnují návrh a ověření metody odstranění pozadí, dat, které 

nesouvisejí s pozorovanými objekty. Dále implementaci semi-automatického postupu 

anotace dat, který zahrnuje i systém řízení kvality, generování dat a jejich publikování ve 

standardizovaném formátu pro možnost dalšího výzkumu a využití dat pro metody 

modelování průběhu chorob rostlin. 

Schéma publikací, které reprezentují výsledky výzkumu je znázorněn na Obrázek 1. 

V publikaci č.1 se autor zabývá především oblastí přípravy dat (pre-processing). 

V publikaci č.2 a č.3 autor řeší hlavní témata publikací, přípravu unikátní anotované datové 

sady, semi-automatizaci označovacího procesu a kontrolu kvality dat. V publikaci č.4 je 

řešena příprava dat.  

V připravovaných publikacích č. 5 a č.6 autor řeší hlavní ideu vyjádřenou complexity 

indexem a jeho následné použití v oblasti distribuce dat. 

Všechny uvedené publikace využívají poznatky z autorova výzkumu, který je zaměřen 

na zdrojová data, jejich zpracování a analýzu. 
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6.1 Výchozí situace a průběh výzkumu  

V rámci mezinárodního výzkumného týmu byl zahájen projekt, který propojuje 

Katedru informačních technologií s výzkumným pracovištěm ICRISAT. Pracoviště 

ICRISAT disponuje zařízením, které umožňuje 3D skenování rostlin ve venkovním 

prostředí. Tým měl vzdálenou kontrolu nad zařízením a také kompletní přístup k originálním 

datům. Na základě těchto výchozích podmínek se realizoval výzkum, který nadále pokračuje 

a jehož výstupy jsou součástí této disertační práce.  

 

Obrázek 1- schéma postupu a publikací disertační práce 

Na schématu Obrázek 1 je znázorněn průběh disertační práce, včetně výstupů, které 

korelují s výzkumem. Schéma obsahuje jak publikované, tak i aktuálně rozpracované a 

plánované publikace.  
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Data použitá ve výzkumu byla generována pomocí platformy LeasyScan  (Vadez et 

al., 2015) s použitím PlantEye F600 a 3D skeneru s multispektrálním zobrazováním. 

LeasyScan využívá systém duálního skenován, který generuje 3D bodový model ve formě 

dvou překrývajících se pootočených souborů dat ve formátu .ply (“PLY - Polygon File 

Format,”). 3D bodový model zachycuje nejen body náležící rostlinám, ale i body patřící 

okolí, které tvoří body pěstících nádob (květináčů), zeminy a dalšího okolí. Celá oblast je 

rozdělena do 4*18=72 sektorů a odpovídá jednotlivým pěstícím nádobám, které jsou 

automatizovaně identifikovatelné prostřednictvím čárového kódu.  

Pro další využití dat bylo nejprve nutné je sjednotit. K tomuto účelu byly vytvořeny 

algoritmy, které tyto operace automatizovaly. Dalším krokem bylo odstranění bodů, jež 

nepatří pozorovaným rostlinám. Pro tento účel použil výrobce zařízení efektivní a 

jednoduchý postup, a to odstranění bodů na základě jejich výšky nad zemí. Byla použita 

známá výška okraje pěstební nádoby. Tato metoda je jednoduše aplikovatelná. Její 

nevýhodou je, že v praxi při experimentech bývá okraj pěstební nádoby až 10 cm nad 

povrchem zeminy, což vede ke ztrátě bodů rostlin, zejména v počátcích jejich růstu. Další 

zkoumanou metodou bylo využití informací o barvě jednotlivých bodů. Tato metoda nebyla 

nakonec zvolena, vzhledem k neuspokojivým výsledkům. Jako vhodná metoda pro 

odstranění pozadí byla aplikace neuronové sítě pro segmentaci pozadí. Výstupem této části 

výzkumu je publikace č. 1. 

Publikace č. 1 

typ: vědecký článek 

název: AI-Driven Background Segmentation for HighThroughput 3D 

Plant Scans 

autoři: Serkan Kartal, Jan Masner, Jana Kholová, Alexander Galba, 

Tharanya Murugesan, Rekha Baddam, Vojtěch Mikeš and Eva 

Kánská 

rok: 2025 

vydáno v: IEEE Access 

indexováno: Web of Science, Impact Factor 3.6, SCOPUS SJR 0.849  

kvartil Q2 JIF, Q1 SJR, Q1 AIS 

AIS 0,670 

odkaz: https://doi.org/10.1109/ACCESS.2025.3594406 

 

Přehled literatury ukázal, že není mnoho veřejných datových sad, které poskytují 

anotovaná data ve formátu 3D bodů. Pokud se ve veřejných repositářích objevují anotovaná 

data ve formátu 3D, jsou převážně generovaná technologií LiDAR, nebo poskytují data 
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generovaná vysoce přesnými systémy. Žádná veřejně dostupná datová sada ve formátu 3D 

bodů generována HTPM nebyla dohledána. V rámci výzkumu byla vygenerována a 

zveřejněna anotovaná datová sada ve formátu 3D bodů. Tato datová sada představuje 

anotované 3D mračna bodů rostlin generované HTPM. Zaměřuje se na druhy širokolistých 

bobovitých rostlin (fazole mungo, fazole obecné, vigna a fazole lima). Datová sada zahrnuje 

223 souborů, které poskytují podrobné anotace segmentace na úrovni orgánů pro 

embryonální listy, listy, řapíky, stonky a celé rostliny. Datová sada nabízí základnu 

anotovaných dat na podporu vývoje modelů umělé inteligence v 3D počítačovém vidění. 

Datová sada, kód pro předzpracování, anotace a informační záznam kompatibilní s MIAPPE 

jsou také součástí a vše je poskytnuto v repositáři GitHub pro další aktualizace a 

rozšíření.  Výstupem této části výzkumu je publikace č.2.  

 

Publikace č. 2 

typ: vědecký článek 

název: Annotated 3D Point Cloud Dataset of Broad-Leaf Legumes 

Captured by High-Throughput Phenotyping Platform 

autoři: Alexander Galba, Jan Masner, Jana Kholová, Serkan Kartal, 

Michal Stočes, Vojtěch Mikeš, Pavel Šimek, Štěpánka 

Prokopová, René Fiala, Thorsten Karrer, András Tóth 

rok: 2025 

vydáno v: Nature/Scientific Data. 2025, vol. 12, no. 1. 

indexováno: Web of Science, Impact Factor 6.9, SCOPUS SJR 1.867 

kvartil Q1 JIF,Q1 SJR, Q1 AIS  

AIS 2,661 

odkaz: https://doi.org/10.1038/s41597-025-06049-7 

Dalším krokem výzkumu byl proces anotace dat pro potřeby natrénování neuronové 

sítě s cílem detekce zvolených objektů, rostlin a jejich částí. Tento proces je zdlouhavý a 

časově náročný. Neuronovou síť při rozpoznávání dat lze použít dvěma způsoby, buď pro 

detekování bodů podle náležitosti k danému typu objektu – segmentace, nebo pro detekci 

objektů, včetně vyjádření jejich počtu – detekce objektů. Pro každý přístup se používá jiný 

způsob anotace dat. Pro segmentaci se vyznačují konkrétní body, pro detekci objektů se 

množina bodů ohraničí hranolem. Pro urychlení celého procesu byl vyvinut semi-

automatizovaný postup, kdy byly označovány pouze body a hranoly byly generovány 

prostřednictvím algoritmu. Zároveň byl vytvořen nový způsob záznamu dat o anotaci, a to 

vytvořením metadat ve formátu .csv, který uchovává data o příslušnosti jednotlivých části 

https://doi.org/10.1038/s41597-025-06049-7
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rostlin k dané rostlině. Součástí výzkumu byl návrh metody pro kontrolu kvality procesu 

anotace dat. Výstupem této části výzkumu je publikace č. 3. 

Publikace č. 3 

typ: vědecký článek 

název: Application of Quality Management System in the Research 

Process:  A Case Study for Plant Phenotyping Research 

autoři: Galba, A., Kánská, E., Mikeš, V., Vaněk, J. and Jarolímek, J. 

rok: 2024 

vydáno v: Agris on-line 

indexováno: Web of Science, Impact Factor 0.7, SCOPUS SJR 0.23  

kvartil Q3 SJR 

AIS N/A 

odkaz: https://doi.org/10.7160/aol.2024.160406 

 

Jednou z významných oblastí fenomiky je i modelování průběhu chorob  rostlin. Tato 

oblast výzkumu obvykle vyžaduje velké množství manuální lidské činnosti, především 

v oblasti získávání dat. Generování vysoce kvalitních anotovaných dat ve formátu 3D 

otevřelo možnost zkoumání metod, které využívají matematické nástroje a tím docílilo 

významného urychlení celého procesu sledování průběhu chorob rostlin. V rámci 

realizovaných projektů v kooperaci s University of Strathclyde v Glasgow a University of 

Pisa v Itálii, byl výzkum rozšířen o predikci virového onemocnění Sterility Mosaic Disease 

u plodiny pigeonpea (Cajanus cajan) s využitím HTPM a dynamických bayesovských sítí. 

Výstupem této části výzkumu je publikace č.4. 

Publikace č. 4 

typ: příspěvek na konferenci 

název: Forecasting Sterility Mosaic Disease in Pigeonpea Using 

Dynamic Bayesian Networks and 3D Point Cloud High-

throughput Scanning Platform 

autoři: Vojtěch Mikeš, Alexander Kocian, Jana Kholová, Jan Masner, 

Adam Kleczkowski, Mamta Sharma, Stefano Chessa, Alexander 

Galba, Pavel Šimek 

rok: 2025 

vydáno v: IEEE Xplore 

indexováno: Web of Science, Impact Factor 3.6, SCOPUS SJR 0.849  

kvartil Q2 JIF, Q1 SJR, Q1 AIS 

AIS 0,670 

odkaz: https://doi.org/10.1109/IE64880.2025.11130066  

https://doi.org/10.1109/IE64880.2025.11130066
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6.2 AI-Driven Background Segmentation for HighThroughput 

3D Plant Scans 

KARTAL, Serkan; MASNER, Jan; KHOLOVÁ, Jana; GALBA, Alexander; 

MURUGESAN, Tharanya et al. AI-Driven Background Segmentation for High-

Throughput 3D Plant Scans. Online. IEEE Access. 2025, roč. 13, s. 136027-136037. 

ISSN 2169-3536. Dostupné z: https://doi.org/10.1109/access.2025.3594406. [cit. 

2025-11-08]. 

  

https://doi.org/10.1109/access.2025.3594406
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6.3 Annotated 3D Point Cloud Dataset sada of Broad-Leaf 

Legumes Captured by High-Throughput Phenotyping 

Platform 

GALBA, Alexander; MASNER, Jan; KHOLOVÁ, Jana; KARTAL, Serkan; STOČES, Michal et 

al. Annotated 3D Point Cloud Dataset of Broad-Leaf Legumes Captured by High-Throughput 

Phenotyping Platform. Online. Scientific Data. 2025, vol. 12, no. 1. ISSN 2052-4463. 

Dostupné z: https://doi.org/10.1038/s41597-025-06049-7. [cit. 2025-11-10].

https://doi.org/10.1038/s41597-025-06049-7
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6.4 Application of Quality Management System in the Research 

Process: A Case Study for Plant Phenotyping Research 

GALBA, Alexander; KÁNSKÁ, Eva; MIKEŠ, Vojtěch; VANĚK, Jiří a JAROLÍMEK, Jan. 

Application of Quality Management System in the Research Process: A Case Study 

for Plant Phenotyping Research. Online. Agris on-line Papers in Economics and 

Informatics. 2024, roč. 16, č. 4, s. 79-86. ISSN 1804-1930. Dostupné z: 

https://doi.org/10.7160/aol.2024.160406. [cit. 2025-11-10]. 
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6.5 Forecasting Sterility Mosaic Disease in Pigeonpea Using 

Dynamic Bayesian Networks and 3D Point Cloud High-

throughput Scanning Platform 

MIKEŠ, Vojtěch; KOCIAN, Alexander; KHOLOVÁ, Jana; MASNER, Jan; 

KLECZKOWSKI, Adam; SHARMA, Mamta; CHESSA, Stefano; GALBA, 

Alexander; ŠIMEK, Pavel. Forecasting Sterility Mosaic Disease in Pigeonpea 

Using Dynamic Bayesian Networks and 3D Point Cloud High-throughput 

Scanning Platform. Online. In: 2025 21st International Conference on 

Intelligent Environments (IE). IEEE, 2025, s. 1-8. Dostupné 

z: https://doi.org/10.1109/ie64880.2025.11130066. [cit. 2025-11-10]. 

  

https://doi.org/10.1109/ie64880.2025.11130066
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7 Současný stav a plán dalšího výzkumu 

V rámci probíhajícího výzkumu jsou řešeny i další navazující oblasti, pro které se 

připravují výstupy v podobě vědeckých publikací. Jedním z řešených problémů je rozdělení 

dat pro natrénování neuronové sítě. Datová sada se rozděluje do třech skupin: trénovací, 

testovací a ověřovací. Na konkrétním rozdělení dostupných dat je závislá úspěšnost 

natrénování celého modelu. Cílem rozdělení je vytvořit z hlediska komplexnosti homogenní 

skupiny dat. Z hlediska stratifikovaného rozdělení je nutné najít veličinu, podle které by se 

data rozdělila. Zaměřil jsem se na komplexitu 3D scény rostlin. 

Můžeme najít mnoho přístupů k vyjádření komplexnosti skupiny rostlin nebo 

jednotlivých rostlin. (Atkins et al., 2023; Hardiman et al., 2011; Hosoi et al., 2013; Parker 

and Brown ). 

 Přehled metod je uveden v Tabulka 2.  

Tabulka 2 - přehled metod měření komplexnosti rostlin a porostů 

Tyto metody vyjadřují složitost například z hlediska propustnosti světla, množství 

biomasy nebo vertikální hustoty. Metody se většinou zaměřují na vyjádření komplexnosti 

porostu z hlediska celku. Další metody používané v procesu fenotypizace, které vyjadřují 

složitost rostlin, popř. skupiny rostlin jsou metody, jež se zaměřují na výšku, šířku a objem 

nebo na listovou plochu. Většina těchto metod se však zaměřuje na jednotlivé rostliny nebo 

jejich části. Navíc tyto metody úzce souvisejí s použitými technologiemi nebo využívají 

pokročilý matematický aparát (Tan et al., 2025; Wang et al., 2021; Wei et al., 2023). 

Method Metrics Input Data Implementation 

Structural Diversity FHD, LAI, height profile LiDAR, RGB-D Vertical layering 

Geometric FD, SA:V, convex hull ratio 3D point cloud Shape complexity 

Voxel/Grid 

Occupancy, entropy, gap 

fraction Voxelized 3D point cloud Density, heterogeneity 

Radiative 

Gap fraction, LAD, PAR 

interception Imaging, LiDAR Light interception potential 

Network/Graph Branching order, path length Skeletonized 3D Architecture, topology 

Remote Sensing Rugosity, CHM stats LiDAR, UAV, RGB-D Height & canopy roughness 
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Tyto metody nebyly shledány jako vhodné pro výzkum, jehož cílem je, aby složitost 

vyjadřovala uspořádání jednotlivých rostlin nebo jejich částí s ohledem na jejich identifikaci. 

Proto se výzkum zaměřil na stupeň překrytí rostlin. K tomu vedla úvaha, že dvě rostliny 

rostoucí ze stejného místa se identifikují obtížněji, než dvě samostatné rostliny (Kothawade 

et al., 2021; Zambrano et al., 2019; Zhang et al., 2021). 

Byl vytvořen index, který zohledňuje polohu rostlin mezi sebou a je efektivně 

algoritmicky vyjádřitelný. Pro tyto účely byl definován index složitosti pro skupinu rostlin 

(3D sken) v závislosti na jejich překrytí. Index složitosti (angl. Complexity index, dále jen 

CI), využívá informace z anotovaných dat a je vypočítán jako součet indexu překrytí 

každého páru rostlin. Index překrytí páru rostlin je poměr průsečíků bází kvádrů, které 

obsahují každou rostlinu k součtu obsahů obou bází. Pseudokód algoritmu pro výpočet je 

uveden na Obrázek 2. 

 

Obrázek 2 – Complexity index algoritmus 

Z uvedeného vyplývá že hodnotu CI lze ohraničit vztahem: 

0 <= CI <= n!/(2!(n-2)!) * 0.5,   kde n je počet rostlin 

CI byl následně zkoumám z hlediska korelace s jinými indexy vyjadřující komplexitu 

rostlin. Korelační koeficienty nepotvrdily korelaci s používanými indexy. 

Na základě hodnot CI je datová sada rozdělena do příslušných skupin. Výsledky 

ukazují, že použití CI poskytuje nejlepší hodnoty použitých metrik v porovnání s jinými. V 

Tabulka 4 je výsledek zvolených metrik při rozdělení dat, podle různých metod rozdělení 

datových sad. Přehled použitých metod je uveden v Tabulka 3.  
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Označení metody Použité proměnné 

rnd náhodné rozdělení 

pcl odrůda; věk 

pcl_num odrůda; věk; počet rostlin 

ppl odrůda ; věk; váženo počtem rostlin 

CI-eq CI,  rozdělený do tří skupin podle 3 kvantilů 

CI-wei CI, rozdělený do tří skupin podle 25. a 50. percentilu 

CI-eq_species CI,  odrůda, rozdělený do tří skupin podle 3 kvantilů 

CI-wei_species CI, odrůda; rozdělený do tří skupin podle 25. a 50. percentilu 

lai_3b index listové plochy, rozdělený do 3 kvantilů 

lai_5b index listové plochy, rozdělený do 5 kvantilů 

Tabulka 3 - přehled proměnných použitých pro rozdělení dat 

Výstupy z této části výzkumu jsou součástí plánované publikace č.5. 

CI nejen vyjadřuje složitost dat, ale lze jej také použít pro nový typ augmentace, a to 

modifikaci jednoho skenu podle daného CI. Toho lze dosáhnout buď relativní změnou 

aktuálního CI, nebo přímým zadáním jeho hodnoty. Výhodou postupu je, že lze měnit index 

CI kladně i záporně, a tím pozice objektů přiblížit nebo oddálit, a tak zvýšit nebo snížit 

komplexitu dat. Pro směr pohybu bodu je zvolen vektor spojující střed celého skenu se 

středem rostliny. Pro pohyb rostlin za účelem dosažení daného CI je vytvořen iterační 

algoritmus. Ten posouvá rostliny po krocích a po každém pohybu se určí aktuální hodnota 

CI. Pokud dosažená hodnota dosáhne nebo překročí cílovou hodnotu, algoritmus se zastaví. 

Cílová hodnota CI musí být nastavena v intervalu od 0 do maximální hodnoty CI. Obrázek 

4 – příklad augmentace prostřednictví Complexity indexu. Obrázek 3 představuje pseudokód 

pro transformaci dat podle daného CI.  

Pro augmentační metody v rámci výzkumu bylo navrženo rozdělení metod na 

realistické a nerealistické. Mezi realistické metody zahrnujeme transformace dat, které 

zachovávají do vysoké míry realistický vzhled a pozici pozorovaných objektů, v našem 

případě rostlin. Mezi nerealistické metody řadíme ty, které transformují data do 

nepřirozených vzhledů a pozic. Smyslem návrhu, implementace a ověřování těchto metod je 

prozkoumat jejich vliv na výslednou úspěšnost modelu umělé inteligence. 
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Split 

method 

Shapiro-Wilk p-val Levene 

p-val 

ANOVA 

p-val 

η² ω² Variation 

Coeff. 

rnd_0 0,2167 0,0082 0,0002 0,7579 0,6823 10,18% 

rnd_1 0,7896 0,2406 0,0139 0,5446 0,4107 5,76% 

rnd_2 0,6657 0,5871 0,0000 0,8256 0,7701 9,74% 

rnd_3 0,1520 0,4312 0,0010 0,6856 0,5895 8,28% 

pcl 0,3312 0,4003 0,0097 0,5682 0,4403 4,61% 

pcl_num 0,5541 0,0275 0,0010 0,6855 0,5893 8,40% 

ppl 0,4454 0,2254 0,0001 0,7615 0,6870 8,42% 

CI-eq 0,8669 0,4432 0,1121 0,3751 0,2002 5,54% 

CI-wei 0,9042 0,0150 0,5790 0,1649 -0,0547 5,12% 

CI-eq_species 0,5641 0,6629 0,0020 0,6553 0,5507 5,41% 

CI-wei_species 0,8186 0,9566 0,0403 0,4667 0,3134 6,86% 

lai_3b 0,2301 0,6718 0,0000 0,8358 0,7834 14,94% 

lai_5b 0,6173 0,7247 0,0005 0,7186 0,6317 6,39% 

Tabulka 4 – hodnoty metrik pro jednotlivé druhy rozdělení 
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Obrázek 3– algoritmus pro augmentaci pomocí Complexity indexu 

Na Obrázek 4 je uveden příklad použití algoritmu využívajícího CI. Bílé rostliny 

představují originální naskenované rostliny, zelené rostliny transformaci polohy s CI = 2,0 

a žluté rostliny s CI = 0,0. Všechny navrhované postupy lze aplikovat nejen na celé rostliny, 

ale i na jejich orgány. Výstupy z této části výzkumu jsou součástí plánované publikace č.6. 

 

Obrázek 4 – příklad augmentace prostřednictví Complexity indexu 
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V rámci výzkumu a disertační práce je definován postup pro celý proces získávání dat 

z vysoce výkonné platformy, jejich zpracování a následnou přípravu pro využití nástrojů 

umělé inteligence. Tento postup zahrnuje automatizační prvky, jako je použití modelů umělé 

inteligence pro odstranění pozadí, a také použití algoritmů pro označovací proces. Tyto 

prvky celý proces urychlují. Schéma implementovaného postupu je znázorněno na Obrázek 

5. 

 

Obrázek 5 - schéma postupu zpracování dat z vysoce výkonné platformy 

Navržený postup se neomezuje jen na uvedený výzkum, ale je ho možné aplikovat na 

další oblasti fenotypizačních úloh a na data produkována různými typy zařízení.  
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8 Závěr 

Disertační práce představuje výsledky výzkumu, jež byly úspěšně publikovány ve 

vědeckých časopisech a na konferencích. Prezentované výsledky potvrdily a ověřily 

stanovené výzkumné cíle a hypotézy. 

Disertační práce se zaměřila na komplexní problematiku přípravy a zpracování dat pro 

využití nástrojů umělé inteligence ve fenotypizačních úlohách, zejména v prostředí vysoce 

výkonných metod 3D skenování rostlin rostoucích v zápoji. Cílem bylo navrhnout, 

implementovat a ověřit nové metodické postupy, které umožní efektivnější, rychlejší a 

kvalitativně robustnější zpracování fenotypických dat s ohledem na jejich další využití v 

modelech strojového učení. Všechny výzkumné cíle a hypotézy byly naplněny a 

experimentálně potvrzeny. 

8.1 Odstranění pozadí 

V první části práce byla vyřešena zásadní překážka spojená s odstraněním pozadí z 3D 

skenů. Ukázalo se, že tradiční metody založené na výškové prahové hodnotě či barevných 

charakteristikách, nedosahují požadované přesnosti, zejména u rostlin v raných vývojových 

fázích nebo ve scénách s heterogenním pozadím. Proto byl navržen a implementován postup, 

který využívá neuronové sítě pro automatizovanou segmentaci pozadí. Výsledná metoda 

významně zvýšila kvalitu očištěných dat a stala se základem dalšího zpracování.  

8.2 Datová sada 

Ve druhé části práce byla vytvořena a zveřejněna první veřejně dostupná anotovaná 

datová sada ve formátu 3D bodových mračen, získaných platformou LeasyScan. Datová 

sada obsahuje 223 multispektrálních 3D skenů několika druhů širokolistých bobovitých 

rostlin s detailními anotacemi na úrovni orgánů. Tato datová sada vyplňuje významnou 

mezeru ve vědecké komunitě, neboť dosud neexistovala porovnatelná datová sada vzniklá v 

reálných venkovních podmínkách a s takto detailní úrovní anotace. Její zveřejnění jako Open 

Access posiluje transparentnost výzkumu a výrazně podporuje další rozvoj algoritmů pro 3D 

počítačové vidění rostlin. 
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8.3 Semi-automatizace 

Třetí část práce se zaměřila na proces označování dat, tedy jednu z nejpracnějších a 

nejnákladnějších fází celého fenotypizačního procesu. Byl navržen semi-automatizovaný 

postup, který kombinuje manuální anotaci vybraných referenčních bodů a automatizovanou 

generaci prostorových ohraničení objektů pomocí algoritmu. Současně byl definován systém 

řízení kvality anotací, který snižuje riziko chyb a zajišťuje konzistenci mezi jednotlivými 

anotátory, i napříč různými experimentálními sériemi. Tento postup umožnil významně 

urychlit přípravu trénovacích dat. 

8.4 Související výzkum 

Čtvrtá část práce demonstruje, že data připravená navrženými metodami lze využít i 

pro jiné fenotypizační úlohy, například pro predikci průběhu chorob rostlin. V této 

souvislosti byla aplikována metoda dynamických bayesovských sítí pro modelování vývoje 

virového onemocnění Sterility Mosaic Disease u plodiny pigeonpea. Výsledky prokázaly, 

že propojení 3D fenotypických dat a probabilistických modelů, dokáže významně zlepšit 

přesnost predikce, a tím podporuje šlechtitelské programy minimalizující nutnost 

manuálních měření. 

8.5 Index komplexity 

Následně byl v práci navržen a ověřen nový index komplexity, který umožňuje vyjádřit 

prostorovou složitost rostlinných 3D skenů. Index se ukázal být vhodný jak pro rozdělování 

datových sad do trénovacích, validačních a testovacích skupin, tak i jako nástroj pro metody 

augmentace 3D dat. Tato inovace přináší nový přístup k řešení problémů spojených s 

nerovnoměrnou variabilitou dat a přispívá ke stabilnějšímu a přesnějšímu trénování 

neuronových sítí. 

Disertační práce přináší ucelenou metodiku pro zpracování 3D dat pro použití nástrojů 

umělé inteligence jako CV v oblasti fenotypizace v celém životním cyklu – od pořízení přes 

předzpracování, anotace, až po přípravu datových sad a jejich využití v pokročilých 

analytických úlohách. Navržené metody jsou obecně aplikovatelné i mimo použitou 

platformu a lze je využít v dalších fenotypizačních, ekologických, agronomických i 
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průmyslových scénářích. Disertační práce tak přispívá nejen k rozvoji CV v oblasti 

fenomiky a digitální agronomie, ale i k podpoře využívání umělé inteligence v biologických 

vědách. Výsledky otevírají nové směry výzkumu a poskytují robustní metodické základy pro 

budoucí generaci nástrojů pro 3D fenotypování rostlin. 

.  
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